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Abstract  

This study aims to perform clustering analysis on a patient dataset using the K-Means algorithm. The dataset 

used contains 6,000 rows of patient data with 16 features, including age, gender, blood pressure, cholesterol, 

and smoking status. To find the optimal number of clusters, the Elbow method was used, which showed that the 

most appropriate number of clusters was 3. After that, the K-Means algorithm was applied to cluster the patient 

data based on the similarity of their health characteristics. The clustering results show that patients can be 

divided into three main groups: a group with low blood pressure and cholesterol, a group with high blood sugar 

levels, and a group with hypertension and obesity. These results can be used to provide further insights into 

grouping patients for more personalized care. This study demonstrates how clustering techniques can be used to 

analyze health data and aid in medical decision-making. 

Keywords: clustering analysis, k-means algorithm, elbow method, health data analysis. 

Abstrak 

Penelitian ini bertujuan untuk melakukan analisis klasterisasi pada dataset pasien menggunakan algoritma K-

Means. Dataset yang digunakan berisi 6.000 baris data pasien dengan 16 fitur, meliputi usia, jenis kelamin, 

tekanan darah, kolesterol, dan status merokok. Untuk mencari jumlah klaster yang optimal, digunakan metode 

Elbow yang menunjukkan jumlah klaster yang paling tepat adalah 3. Setelah itu, algoritma K-Means 

diaplikasikan untuk mengklasifikasi data pasien berdasarkan kesamaan karakteristik kesehatan mereka. Hasil 

klasterisasi menunjukkan bahwa pasien dapat dibagi menjadi tiga kelompok utama: kelompok dengan tekanan 

darah dan kolesterol rendah, kelompok dengan kadar gula darah tinggi, dan kelompok dengan hipertensi dan 

obesitas. Hasil ini dapat digunakan untuk memberikan wawasan lebih lanjut dalam mengelompokkan pasien 

untuk perawatan yang lebih personal. Penelitian ini menunjukkan bagaimana teknik klasterisasi dapat digunakan 

untuk menganalisis data kesehatan dan membantu dalam pengambilan keputusan medis. 

Kata kunci:  analisis pengelompokkan, algoritma k-means, metode elbow, analisa kesehatan 
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1. Pendahuluan  

Di Indonesia, prevalensi penyakit jantung dan faktor 

risikonya terus meningkat, yang membuat upaya 

pencegahan dan deteksi dini semakin penting. 

Penting bagi tenaga medis dapat mengidentifikasi 

individu yang berisiko tinggi secara lebih dini, 

sehingga dapat diberikan perawatan yang lebih 

terpersonalisasi dan tepat sasaran [1]. Seiring dengan 

perkembangan teknologi informasi [2], jumlah dan 
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kompleksitas data kesehatan yang tersedia juga 

semakin besar. Data medis pasien sering kali terdiri 

dari banyak fitur yang saling berhubungan, yang 

dapat mencakup aspek demografis, riwayat medis, 

serta gaya hidup. Analisis data ini menggunakan 

metode statistik dan teknik pembelajaran mesin 

dapat membantu dalam menemukan pola-pola 

kesehatan yang tidak selalu terlihat dengan analisis 

konvensional. Salah satu metode analisa yang 

banyak dipakai dalam konteks ini yaitu clustering, 

yang bertujuan untuk mengelompokkan data yang 

memiliki kesamaan karakteristik[3].  

Pada penelitian ini, algoritma K-Means clustering 

digunakan untuk mengelompokkan [4] pasien 

berdasarkan kesamaan pola kesehatan mereka, yang 

diwakili oleh berbagai fitur, seperti usia, jenis 

kelamin, tekanan darah, kolesterol, kadar glukosa, 

dan kebiasaan merokok[5]. Menggunakan metode 

ini, dapat dihasilkan kluster-kluster yang berisi 

pasien-pasien dengan kondisi kesehatan serupa, yang 

nantinya dapat digunakan untuk memberikan 

perawatan medis yang lebih efisien dan sesuai 

dengan kondisi masing-masing pasien[6].  

2. Metode Penelitian 

Percobaan memakai dataset yang terdiri dari 6.000 

baris data pasien dengan 16 fitur, yang mencakup 

faktor demografis dan kesehatan seperti usia, jenis 

kelamin, tekanan darah, kolesterol, kadar glukosa 

plasma, indeks massa tubuh (BMI), dan status 

merokok. Langkah - langkah yang dipakai pada 

percobaan yaitu [7]: 

1. Pengumpulan Data: Dataset [8] yang 

digunakan diperoleh dari Kaggle dan berisi 

data pasien dengan berbagai fitur kesehatan, 

seperti terlihat gambar 1 

 

 
Gambar 1. Dataset  

 

2. Pembersihan dan Transformasi Data [9]: Tahap 

ini adalah menangani nilai yang hilang (missing 

values) dan mengubah kolom kategorikal 

menjadi format numerik menggunakan One-

Hot Encoding[10], seperti terlihat pada gambar 

2 

 

 
Gambar 2. Proses Pembersihan dan Transformasi Data 

 

3. Normalisasi Data: Semua fitur dinormalisasi 

[10] menggunakan StandardScaler untuk 

memastikan skala yang konsisten antar fitur, 

seperti terlihat pada gambar 3 [11]. 

 

 
Gambar 3. Proses Normalisasi Data 

 

4. Clustering dengan K-Means [12]: Algoritma K-

Means clustering diterapkan pada dataset 

setelah dilakukan normalisasi, dengan jumlah 

kluster optimal [13] yang ditentukan 

menggunakan Elbow Method. Seperti terlihat 

pada gambar 4 [14]. 

 

 
Gambar 4. Proses Clustering dengan K-Means 
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Evaluasi Model [15]: Evaluasi dilakukan 

menggunakan Silhouette Score untuk mengukur 

kualitas pemisahan antar kluster[16] . 

3.  Hasil dan Pembahasan 

3.1. Proses Penerapan K-Means Clustering 

Percobaan ini, dataset yang digunakan terdiri dari 

6.000 baris data pasien dengan 16 fitur yang 

mencakup faktor demografis dan kesehatan pasien, 

seperti age (usia), gender (jenis kelamin), 

chest_pain_type (jenis nyeri dada), blood_pressure 

(tekanan darah), cholesterol (kolesterol), 

max_heart_rate (detak jantung maksimal), 

exercise_angina (apakah mengalami angina saat 

berolahraga), plasma_glucose (kadar glukosa 

plasma), skin_thickness (ketebalan kulit), insulin 

(kadar insulin), bmi (indeks massa tubuh), 

diabetes_pedigree (riwayat keturunan diabetes), 

hypertension (hipertensi), heart_disease (penyakit 

jantung), residence_type (jenis tempat tinggal), dan 

smoking_status (status merokok). 

Sebelum menerapkan algoritma K-Means, langkah-

langkah pembersihan dan transformasi data 

dilakukan. Kolom-kolom kategorikal seperti 

chest_pain_type dan smoking_status diubah menjadi 

format numerik melalui One-Hot Encoding, 

sementara nilai yang hilang diisi dengan median 

untuk fitur numerik. Setelah itu, data dinormalisasi 

menggunakan StandardScaler untuk memastikan 

setiap fitur berada pada skala yang sama, yang 

sangat penting agar algoritma clustering dapat 

berfungsi dengan baik[2]. 

 

3.2. Menentukan Jumlah Kluster Optimal dengan 

Elbow Method 

Untuk menentukan jumlah kluster yang optimal, 

Elbow Method digunakan dengan mengukur Within-

Cluster Sum of Squares (WCSS) [16] untuk 

berbagai jumlah kluster. WCSS mengukur seberapa 

rapat data dalam setiap kluster terhadap pusat kluster 

(centroid). Semakin kecil nilai WCSS, semakin 

homogen data dalam kluster[3] 

Berdasarkan analisis WCSS, seperti yang 

ditunjukkan pada tabel 1 didapatkan grafik Elbow 

Method yang menunjukkan penurunan tajam pada 

awalnya, tetapi setelah 4 kluster, penurunan WCSS 

mulai melambat. Ini menandakan bahwa 

penambahan kluster lebih lanjut tidak memberikan 

pengurangan WCSS yang signifikan. Oleh karena 

itu, jumlah kluster optimal yang ditemukan adalah 4 

seperti yang ditunjukan pada gambar 5 dan tabel 1. 

 

 

 
Gambar 5. Elbow Method WCSS 

 

 

 
Tabel 1.Tabel WCSS 

No Jumlah 

Kluster 

WCSS 

1 1 114000 

2 2 106604.024 

3 3 99925.1576 

4 4 94608.738 

5 5 90922.4692 

6 6 89533.4425 

7 7 88097.1292 

8 8 86708.1303 

9 9 85648.1447 

10 10 84653.3034 

 

3.3. Karakteristik Kluster yang Ditemukan 

Setelah menentukan jumlah kluster optimal, K-

Means diterapkan dengan jumlah kluster sebanyak 4. 

Hasil clustering menunjukkan bahwa pasien dapat 

dikelompokkan ke dalam 4 kluster berdasarkan 

karakteristik kesehatan mereka, dapat dilihat pada 

gambar 6. Berikut adalah deskripsi singkat mengenai 

karakteristik masing-masing kluster: 

3.3.1.  Kluster 0: 

Karakteristik: Pasien dalam kluster ini memiliki usia 

rata-rata sekitar 55-60 tahun dengan tekanan darah 

dan kolesterol tinggi. Sebagian besar dari mereka 

mengalami hipertensi dan memiliki BMI yang lebih 

tinggi, yang mengindikasikan potensi risiko penyakit 

jantung dan gangguan metabolisme. 

Faktor Risiko: Tekanan darah tinggi, kolesterol 

tinggi, obesitas (BMI tinggi), dan kecenderungan 

merokok. 

Implicasi: Kluster ini menunjukkan pasien dengan 

risiko tinggi terhadap penyakit jantung, hipertensi, 

dan diabetes. 
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3.3.2. Kluster 1: 

Karakteristik: Kluster ini terdiri dari pasien dengan 

usia lebih muda, sekitar 40-45 tahun, dengan 

tekanan darah normal dan kadar kolesterol yang 

relatif rendah. Namun, mereka cenderung memiliki 

kadar glukosa plasma yang lebih tinggi dan BMI 

yang sedikit lebih tinggi. 

Faktor Risiko: Risiko diabetes (glukosa plasma 

tinggi) dan obesitas (BMI tinggi). 

Implicasi: Kluster ini berpotensi memiliki masalah 

terkait dengan diabetes atau gangguan metabolisme, 

meskipun tidak menunjukkan hipertensi atau 

penyakit jantung yang jelas. 

 

3.3.3. Kluster 2: 

Karakteristik: Pasien dalam kluster ini memiliki usia 

yang lebih muda dengan tekanan darah dan 

kolesterol yang normal, serta kadar glukosa plasma 

yang normal. Mereka cenderung memiliki kebiasaan 

merokok rendah dan BMI yang lebih sehat. 

Faktor Risiko: Tidak ada faktor risiko besar yang 

terdeteksi. Kluster ini menunjukkan pasien dengan 

gaya hidup sehat dan kondisi kesehatan yang relatif 

baik. 

Implicasi: Kluster ini menunjukkan pasien dengan 

kondisi kesehatan optimal, dengan risiko rendah 

terhadap penyakit jantung, diabetes, dan hipertensi. 

3.3.4. Kluster 3: 

Karakteristik: Pasien dalam kluster ini memiliki usia 

yang lebih tua, sekitar 50-55 tahun, dengan tekanan 

darah yang cenderung tinggi dan kadar kolesterol 

yang relatif tinggi. Mereka juga menunjukkan tanda-

tanda obesitas dan prevalensi penyakit jantung lebih 

tinggi dibandingkan kluster lainnya. 

Faktor Risiko: Hipertensi, kolesterol tinggi, obesitas 

(BMI tinggi), dan kemungkinan penyakit jantung. 

Implicasi: Kluster ini mencerminkan kelompok 

pasien yang mungkin mengalami komplikasi lebih 

lanjut terkait dengan penyakit jantung dan 

hipertensi, yang memerlukan intervensi medis lebih 

lanjut. 

 

 
 

Gambar 6. Clustering 

 

3.4. Evaluasi Model dengan Silhouette Score 

Untuk mengevaluasi kualitas clustering, Silhouette 

Score dihitung[4]. Nilai Silhouette Score yang 

diperoleh adalah sekitar 0.07638, yang menunjukkan 

bahwa pemisahan antara kluster-kluster masih dapat 

dikategorikan sebagai agak buruk, karena nilai yang 

mendekati 0 mengindikasikan bahwa beberapa data 

mungkin berada di dekat batas kluster dan tidak 

terpisah dengan jelas. [1]Hal ini dapat disebabkan 

oleh adanya tumpang tindih karakteristik antara 

beberapa kluster, yang mungkin memerlukan 

pemrosesan lebih lanjut atau pemilihan metode 

clustering yang lebih sesuai. Visualisasi dapat dilihat 

pada gambar 7. 

 

 

 
Gambar 7. Grafik Silhouette Score 
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3.5. Visualisasi Hasil Clustering 

Tampilan clustering menggunakan Principal 

Component Analysis (PCA) [15] menunjukkan 

pemisahan yang relatif jelas antara kluster-kluster, 

meskipun ada beberapa data yang berada di area 

perbatasan antar kluster. [13] Scatter plot hasil PCA 

memperlihatkan tiga dimensi utama yang 

mengelompokkan pasien, berdasarkan faktor-faktor 

seperti tekanan darah, kolesterol, BMI, dan kadar 

glukosa plasma. Visualisasi ini membantu 

memperjelas bahwa kluster 1 dan 3 memiliki 

karakteristik yang lebih mirip dibandingkan dengan 

kluster 0 dan 2, yang dapat membantu dalam 

perancangan intervensi medis yang lebih 

terpersonalisasi. Visualisasi menggunakan PCA 

dapat dilihat pada gambar 8. 

 

 
Gambar 8. Grafik PCA 

 

 

3.6. Implicasi Hasil Clustering 

Hasil clustering ini memberikan wawasan yang 

sangat berguna bagi tenaga medis dalam memahami 

pola kesehatan pasien berdasarkan karakteristik yang 

lebih spesifik. Kluster-kluster yang terbentuk dapat 

digunakan untuk merancang program pencegahan 

dan perawatan yang lebih terfokus. Sebagai contoh: 

1. Pasien dalam Kluster 0 dan Kluster 3 yang 

memiliki faktor risiko penyakit jantung, 

hipertensi, dan obesitas dapat diberikan 

perhatian khusus untuk pengelolaan penyakit 

jantung dan hipertensi. 

2. Pasien dalam Kluster 1 dapat diberi perhatian 

lebih terhadap pencegahan diabetes dan 

pengelolaan berat badan. 

3. Pasien dalam Kluster 2 dapat diberi informasi 

mengenai gaya hidup sehat untuk 

mempertahankan kondisi kesehatan mereka 

yang sudah baik. 

4.  Kesimpulan 

Penelitian ini telah berhasil mengelompokkan pasien 

ke dalam empat kluster berdasarkan karakteristik 

kesehatan mereka menggunakan metode K-Means 

Clustering. Melalui langkah-langkah pembersihan 

dan transformasi data yang melibatkan One-Hot 

Encoding untuk kolom kategorikal dan normalisasi 

data menggunakan StandardScaler, data siap 

dianalisis lebih lanjut. 

Hasil analisis dengan Elbow Method menunjukkan 

bahwa jumlah kluster optimal adalah 4, yang 

kemudian digunakan untuk melakukan clustering 

pada data pasien. Setiap kluster memiliki 

karakteristik kesehatan yang berbeda, yang dapat 

digunakan untuk memahami pola-pola risiko 

penyakit yang ada pada pasien. Kluster-kluster yang 

ditemukan adalah: 

Kluster 0: Pasien dengan usia lebih tua, tekanan 

darah dan kolesterol tinggi, serta BMI tinggi, 

menunjukkan risiko tinggi terhadap penyakit jantung 

dan hipertensi. 

Kluster 1: Pasien yang lebih muda dengan tekanan 

darah normal, kadar glukosa plasma lebih tinggi, dan 

BMI sedikit lebih tinggi, menunjukkan potensi risiko 

diabetes dan gangguan metabolisme. 

Kluster 2: Pasien dengan kondisi kesehatan relatif 

baik, memiliki gaya hidup sehat, dan risiko rendah 

terhadap penyakit jantung, diabetes, dan hipertensi. 

Kluster 3: Pasien lebih tua dengan tekanan darah dan 

kolesterol tinggi, serta obesitas, menunjukkan 

kemungkinan risiko penyakit jantung dan hipertensi 

yang lebih tinggi. 

Meskipun Silhouette Score yang diperoleh 

menunjukkan hasil yang relatif rendah (0.07638), 

yang menandakan ada beberapa tumpang tindih 

antara kluster, visualisasi menggunakan Principal 

Component Analysis (PCA) menunjukkan 

pemisahan yang cukup jelas antar kluster. Hal ini 

memberikan dasar untuk merancang program-

program perawatan yang lebih terpersonalisasi, 

dengan mengutamakan pasien berdasarkan 

kelompok kesehatan mereka. 

Hasil clustering ini memberikan kontribusi yang 

penting bagi praktik medis, memungkinkan tenaga 

medis untuk merancang program pencegahan yang 

lebih terfokus pada kelompok pasien dengan risiko 

kesehatan yang serupa, seperti pencegahan penyakit 

jantung, pengelolaan diabetes, dan intervensi untuk 

mengurangi obesitas. 

Secara keseluruhan, teknik K-Means Clustering 

dapat digunakan sebagai alat bantu untuk analisis 

lebih lanjut dalam perawatan kesehatan, meskipun 

evaluasi lebih lanjut menggunakan metode 

clustering lain dan pemilihan fitur yang lebih tepat 

mungkin dapat meningkatkan hasil pemisahan 

kluster. 
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